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Idea: Event Studies

Time line of an event study
[MacKinlay 1997]

estimation event post-event
window window window
T, T, 0 T, T,
T

Idea: Event Studies

Cumulative abnormal returns [MacKinlay 1997]
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Idea: Event Studies
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= An event study allows you to test hypotheses.

= A simulator lets you operationalize
the transition from hypothesis to strategy...

Idea: Event Studies
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How to Read an Event Study
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-10 (o] 420

. V\Q\A “'if’\(

Assess: Buy or Sell? Hold Time?

-0 (o] 420

Risk? How many opportunities? e

* GoToWebinar Viewer - 0Ox

Zoom: 100% =

#® Chrome File Edit View History Bookmarks Window Help a2 g & @ £ Wed 11:13AM Q.

806 | EJouantdesk | tuce » | []QuantDesk | Luce *  [JouantDesk | tuce: x | [JQuantDesk™ | Luce x | [F]QuantDesk | Luce % | | |GoldDigger, 10 Fet x | [ QuantDesko® |Luce: x |

« € [ hups://quantdesk.luc ch.com/#eventAnaly Q

Back Test GoldDigger, 10 Feb 14 completed

System Messages

PM

Indicator Optim| n:

Event Analyzer is livel QuantDask Now SUPpOIts 5 Recommended  Current
modules: Forecaster, Optimizer, Hedger, Event
Analyzer and Back All Indicators

Slow Stochastic Days: 20
ASI Days: 10

Stochastic Days: 5

SMA Days: 5

Stachastic Days: 20

0.00% Slow Stochastic Days: §
0.00%

0.00% - Max Slow Stochastic Days: 60

SMA Days: 10

Alpha: 3 Months
EMA Days: 10

Rinchastin Nave: 252

# Total Events 106 Selected Range

# Evenis Selected 42 Average Ratum

# Equities Matched 34 Std dev for aggregate

Highest Frequency & (TWX) Skewness £
Kurtosis &

Total Scan Result

Average Returm
Std dev for aggregate

CITRIX Talking: Luozna Ressarch




 GoToWebinar Viewer

Zoom: 100% v

‘ Chrome File Edit View History Bookmarks Window Help Wed 11:14 AM

8086

€« c
Back Test GoldDigger, 10 Feb 14 completed
Systam Messages

10/22/14 3:00 PM
Intraclay Prices Updated

[ QuantDesk™ | Luce % []QuantDesk™ | Luce x ' ] QuantDesk™ | Luce %  [F]QuantDesk™ | Luce % [FF]QuantDesk™ | Luce GoldDigger, 10 fel. % []QuantDesk™ | Luce

https://quantdesk.lucenaresearch.com/#eventAnalyzer

BEY9OLB

Broadcast Messages
Indicator Optimization:

9/3013 12:11 PM
Event Analyzer is livel QuantDesk now supporis 5
modules: Farecaster, Optimizer, Hedger, Event
Analyzer and Back Tester.

Recommended  Current

Ll

-0.13% - 5.07%
-2.73% - 7.67%

e WL G

2.47%
1 Range 2.47% - Max Slow Stochastic Days: 20

ASI Days: 10

Stochastic Days: 5

SMA Days: 5

Stochastic Days: 20

Slow Stochastic Days: 5

Slow Stochastic Days: 60

SMA Days: 10

Alpha: 3 Months

EMA Days: 10

Stnnhastic Nave: 252

# Total Events 108 Selected Range

# Events Selected 42
# Equities Matched 34
Highest Frequency & (TWX)

Average Retum
Std dev for aggregate
Skewness @

Kurtosis @

Total Scan Result

Avsrage Ratum
Std dev for aggregate

Talking: Lucens

&8 GoToWebinar Viewer

UCENA
RESEARCH

Backisat Evmrt: Gop Up

Toom 1 B o D By From [ Jan 5, 3051 | To [Sap 16, 3014

www.lucenaresearch.com 404-907-1702

«/:m I=kl_ucena Research LLC

Talking: Lucens R




Problema de busqueda

Los eventos de interés suceden cuando coinciden varios
factores simultaneamente...

¢Qué factores usamos para determinar nuestra estrategia?

350 posibles factores (técnicos y fundamentales),
cada uno con sus parametros
(umbrales que determinan cuando se dispara el evento).

Problema combinatorio de busqueda...
... abordable con un algoritmo genético.

Problema de busqueda

¢Por qué no se utiliza una estrategia de busqueda
exhaustiva, tipo backtracking o branch&bound?

, . : 20
Numero de expresiones booleanas con n variables: 2

= 2" entradas en su tabla de verdad.
= Cada una de ellas puede ser verdadera o falsa.

: Funciones : Funciones
4 32

1 101079
2 16 64 1010718
4 65536 128 1010738
8 1077 256 (R

16 21019728 512 1010°153




Problema de busqueda

¢Por qué no se utiliza una estrategia de busqueda
exhaustiva, tipo backtracking o branch&bound?

Si construimos una expresion con k términos elegidos de

los n posibles factores:
(n) sz _ n! sz

k k!(n—-k)!
1 4 256 x 4 = 1024
2 16 32640 x 16 ~ 522240
4 65536 174792640 x 65536 ~ 1013
8 1077 1077 x 4°1014 ~ 41091

16 2-1019728 2-1019728X 10125 ~ 2-1019753

Algoritmos geneticos

= Se hace evolucionar una poblacién de individuos
(cada uno de los cuales representa una posible solucion).

= La poblacion se somete a acciones aleatorias
semejantes a las de la evolucion bioldgica
(mutaciones y recombinaciones genéticas).

= Los individuos se seleccionan de acuerdo con una
funcidon de adaptacion en funcion del cual se decide
qué individuos sobreviven (los mas adaptados)
y cuales son descartados (los menos aptos).




Algoritmos geneticos

Caracteristicas esenciales ——

(de cualquier algoritmo evolutivo) |

Inttialisation

Popuiation

=

Algoritmos de tipo —

> Parents

Recombination

Mutation

“generar y probar” [generate & test]. Snterolsin

Algoritmos estocasticos basados en poblaciones
(comportamiento no determinista).

Operadores de variacion (cruce y mutacion)
crean la diversidad necesaria.

La seleccion reduce la diversidad
(hacia soluciones de calidad).

Offspring

Algoritmos geneticos

Caracteristicas esenciales

Inicializacion

(generacion aleatoria de una poblacion inicial)
Variacion

(operadores de cruce y mutacion)

Evaluacion
(aptitud [fitness] de cada individuo)

Seleccidn
(seleccion probabilistica)




Algoritmos geneticos

Fases

= Inicializacion
= Evaluacion

Repeticion...
= Seleccion
Cruce
Mutacion
Evaluacion
Reemplazo

Algoritmos geneticos

- 7= 7 =
BEGIN
Algorltmo genetlco CIaSIco INITIALISE population with random candidate solutions;
FEVALUATE each candidate;
REPEAT UNTIL ( TERMINATION CONDITION is satisfied ) DO
1 SELECT parents;
2 RECOMBINE pairs of parents;
t < @ 3 MUTATE the resulting offspring;
4 EVALUATE new candidates;
.« - o - . o SELECT indivi jon;
pOblaCIOn(t) <« pOblaCIOnIn1C1al DDS individuals for the next gemeration
END
.« -
EVALUAR (poblacion(t))

while not (condicidn de terminacion)
te«t+1
poblacién(t) « SELECCIONAR(poblacidén(t-1))
poblacion(t) « CRUZAR(poblaciodn(t))
poblacién(t) « MUTAR(poblacion(t))
EVALUAR(poblacion(t))

return poblacién(t)




Algoritmos geneticos

Seleccion, cruce & mutacion
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24415411 = 2441541[7]
Cross—0Over Mutation

Algoritmos geneticos

Ejemplo: El problema de las N reinas

= Fenotipo:
Configuracion del tablero.

= Genotipo:
Permutacion de enteros.

13526478 g
')) 2 \
2




Algoritmos geneticos

Ejemplo: El problema de las N reinas

= Funcién de evaluacion:
Numero de parejas de reinas que no se atacan.

Definicion alternativa como problema de minimizacion:

= Penalizacidon de una reina =
NUmero de reinas a las que ataca directamente.

= Penalizacion del tablero =
Suma de las penalizaciones de todas las reinas.

= Fitness = - penalizacion del tablero.

Algoritmos geneticos

Ejemplo: El problema de las N reinas

= Operador de mutacion:
Pequefa variacion en una permutacion.

Ejemplo:
Intercambio de dos posiciones elegidas al azar.

13526478 =» 13726458




Algoritmos geneticos

Ejemplo: El problema de las N reinas

= Operador de cruce:
Combinacion de dos permutaciones

= Elegir un punto de cruce al azar.
= Copiar la primera parte de ambas.

= Rellenar la segunda parte usando el otro padre: se
anaden valores desde el punto de cruce, en el orden
en el que aparecen y saltando los que ya estan.

13526478 13542876
876|54321°¥87624135 §

Algoritmos geneticos

Seleccion proporcional (“ruleta”)

= Idea: Los mejores individuos tienen mas posibilidades
de reproducirse (de manera proporcional a su fitness).

= Implementacion: Ruleta

= A cada individuo
se le asigna una parte
proporcional de la ruleta.

= Se gira la ruleta n veces : |
para seleccionar una poblacion de n |nd|V|duos




Algoritmos geneticos

Seleccion proporcional (“ruleta”)

fitness(A)=3
fitness(B)=1

fitness(C)=2 A

Algoritmos geneticos

Algoritmo genético estandar

yes

[ | -

Seleccionar dos padres.

next
generation

= Con probabilidad p., cruzar

los padres (si no, simplemente
se copian).

p. tipicamente entre 0.6 y 0.9

Para cada descendiente, se muta
cada bit independientemente con

i = population size ?

-«

Yy no

select two
individuals

v

perform crossover
with probability p

v

perform mutation
with probability p

v

probabilidad p,,.

add offspring to
infermediate pool

P, tipicamente entre

v

1/tamafo de la poblacion y

i=i+2

1/longitud del cromosoma




Algoritmos geneticos

Seleccion de supervivientes (a.k.a. reemplazo)

= La mayoria de los algoritmos evolutivos utilizan una
poblacion de tamano fijo, por lo que hay que definir
una forma de crear la siguiente generacion a partir del
conjunto de individuos disponibles (padres e hijos).

= La seleccion final suele ser deterministica:
= Basada en el fitness (solo los mejores sobreviven).

= Basada en la edad (la generacidon de descendientes
sustituye por completo a sus padres).

Algoritmos geneticos

= En ocasiones, se combinan fitness y edad: elitismo
(el mejor individuo siempre sobrevive, sea padre o hijo).

= Ha sido demostrado que un algoritmo genético requiere
elitismo para poder converger al éptimo global.

NEURAL NETWORKS

— | Gunter Rudolph: “Convergence Analysis of
Canonical Genetic Algorithms”. IEEE Transactions
on Neural Networks, 5:96-101, January 1994.




Estudios de eventos
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Representacion

= Un evento es una lista de factores que hay que
considerar.

= Cada factor lleva asociado una pareja de umbrales
(minimo y maximo) que deben sobrepasarse en un dia
para que se dispare el evento.

= “Nugget” = (factor, min, max)




Implementacion

= Seleccion elitista
(los dos mejores conjuntos de “nuggets” sobreviven).

= Seleccion proporcional
(padres escogidos en funcion de su fitness).

= Operador de cruce
(combinacion de conjuntos de “nuggets”)

= Los umbrales se determinan realizando un proceso de
blsqueda particular para cada “nugget”.

Fithess

Common performance metrics

Annual return.

Risk: Standard deviation of return.
Risk: Drawdown.

Reward/Risk: Sharpe Ratio.
Reward/Risk: Sortino Ratio.
Jensen’s Alpha




Sharpe Ratio
_E[R-R;] _ E[R-Ry

S = ;
o vvar[R — Ry]

daily_return[i] = (value[i]/value[i-1]) — 1
sharpe = (average(daily_return)/stdev(daily_return)) * sqrt(250)

= Reward/risk: Most “important” measure of asset performance.

= How well does the return of an asset compensate the investor for
the risk taken? The higher the Sharpe ratio the better.

= When comparing two assets each with the same return,
higher Sharpe ratio gives more return for the same risk.

Resultados

GoldDigger
A Genetic Algorithm-based Approach to Market Event Discovery
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Lucena Research

Al \ LUCENA
P4 4 RESEARCH

Machine Learning Technology
for the Strategic Investor

Lucena brings quantitative analysis and statistical Machine
Learning solutions to hedge funds, wealth advisers and
advanced individual investors.

Our cloud-based Artificial Intelligence decision support
technology enables short term investors and traders to find
market opportunities and to reduce risk in their portfolio using
technical and fundamental quantitative pattern matching.

Lucena Research CTO

Tucker Balch, Ph.D. Georgia ' -
CO-FOUNDER & CTO
https://www.linkedin.com/in/tuckerbalch/

Managing Director at J.P. Morgan A.L. Research
Professor at the Georgia Institute of Technology.

Dr. Balch's research centers on Machine Learning. He teaches
courses in Artificial Intelligence and Finance. Balch has published
over 120 research publications related to Robotics and Machine
Learning. His work has been covered by CNN and by New York
Times. His graduated students work at Goldman Sachs, Morgan _a

Stanley, Citadel, AQR, and Yahoo! Finance.
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